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Ozetce—Proteinlerin ii¢c boyutlu yapilarimin tahmin edilmesi
teorik kimya ve biyoenformatik i¢in 6nemli problemlerden biridir.
Protein yap1 tahmininin en 6nemli asamalarindan biri ise ikincil
yapi tahminidir. Protein veritabanlarindaki verilerin hizh artisi ve
yakin zamanda gelistirilen farkh 6znitelik ¢ikarma yontemleri
neticesinde ikincil yap1 tahmini icin kullanilan veri setleri boyut ve
ornek sayis1t bakimindan biiyiimektedir. Bu nedenle hizh ¢alisan
ve belirli bir dogruluk orammm sahip tahmin algoritmalarin
kullanilmas1 6nem kazanmaktadir. Bu calismada iki asamal
hibrit bir simiflandiricimin ikinci asamasi icin cesitli simflama
algoritmalari, EVAset veri seti kullanilarak hem orijinal boyutlu
uzayda hem de bilgi kazanci metrigi ile boyutu diisiiriilen uzayda
optimize edilmistir. Elde edilen sonuclar dogrultusunda en
basarilh tahmin yontemi destek vektéor makinasi olurken model
egitme siiresi bakimindan en hizh yontem asir1 6grenme makinasi
olarak elde edilmistir.

Anahtar Kelimeler — Ikincil Yapi Tahmini; Protein Yapi
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Abstract— Three-dimensional structure prediction is one of the
important problems in bioinformatics and theoretical chemistry.
One of the most important steps in the three-dimensional structure
prediction is the estimation of secondary structure. Due to rapidly
growing databases and recent feature extraction methods datasets
used for predicting secondary structure can potentially contain a
large number of samples and dimensions. For this reason, it is
important to use algorithms that are fast and accurate. In this
study, various classification algorithms have been optimized for
the second phase of a two-stage classifier on EVAset benchmark
both in the original input space and in the space reduced using the
information gain metric. The most accurate classifier is obtained
as the support vector machine while the extreme learning machine
is significantly faster in model training.

Keywords — Secondary Structure Prediction; Protein Structure
Prediction; Feature Selection; Machine Learning

I.  Giris
Son zamanlarda biiyiikk ¢apli DNA dizilim ¢alismalarindan
¢ok fazla sayida protein veri dizisi Uretilmistir. Ancak bu
proteinlerin birgogunun yapisit deneysel olarak ¢oziilmemistir.
X-1511 kristalografisi ve Niikleer Manyetik Rezonans (NMR)
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gibi proteinin yapisini deneysel olarak ortaya ¢ikarmaya yarayan
yontemler zaman alabilmekte ve masrafli olabilmektedirler.
Proteinin yapisi ile islevi arasinda gii¢lii bir baglanti oldugu da
diistiniildiigiinde, protein yap1 tahmini (PYP) son zamanlarin en
popiiler konularindan biri haline gelmistir. Ayrica ilag¢ tasarimi
probleminde ilag molekiillerinin baglanacaglr proteinlerin
yapilarmin tespit edilmesi i¢in deneysel yontemlerin yetersiz
kaldig1 durumlarda PYP kullanilmaktadir. PYP denince akla iig
boyutlu (3D) yap1 tahmini gelmektedir. U¢ boyutlu yapinin
direkt olarak tahmin edilmesi zor bir problem oldugundan ilk
olarak ikincil yap1 ve ¢oziict erisilirlik gibi hedef proteinin
cesitli yapisal Ozellikleri tahmin edilir. Protein ikincil yap1
tahmini (PIYP), iic boyutlu yapty1 tahmin eden ydntemlerde
yaygin olarak kullamlmaktadir. PIYP probleminde proteini
olusturan her bir amino aside karsilik gelen ikincil yapi sinifinin
tahmin edilmesi amaglanir.

Makine  Ogrenmesi  yontemlerinin  birgok  alanda
kullanilmaya baglanmas1 ile birlikte PIYP igin de cesitli
calismalar yapilmistir. Bu caligmalarin ¢ogunu denetimli
O0grenme yaklagimlart olusturmaktadir. Salamov ve Solovyev,
skorlama matrisi iizerine yapay sinir aglar1 (YSA) ve en yakin k
komsu (k-nn) uygulayarak yaptiklari ¢alismada %72.2 Q3 basari
orant elde etmislerdir [1]. Jones pozisyona 0zgii puanlama
matrisini (Position-Specific Scoring Matrix - PSSM), PSI-
BLAST algoritmast ile hesaplayarak elde ettigi veri seti iizerine
YSA uygulamis ve %76.5 ile %78.3 arasinda Q3 basari orant
elde etmistir [2]. Jian-wei ve digerleri PIYP i¢in bir YSA modeli
Oonermisler ve bu modeli klasik geri yayilimli 6grenme
algoritmast ile karsilagtirmislardir. Onermis olduklar1 bu model
klasik algoritmaya gore %9 daha iyi sonu¢ elde etmistir [3].
Mirabello ve Pollastri ¢ift yonlii yinelemeli sinir ag
(bidirectional recurrent neural networks) kullanarak yaptiklart
iki uygulamaya Porter 4.0 ve Paleale 4.0 isimlerini vermislerdir.
Porter 4.0 %382.2, Paleale 4.0 ise %80 Q3 basar1 oranmi elde
etmistir [4]. Aydin ve digerleri CB513 veri seti lizerine dinamik
Bayes aglar ve destek vektér makineleri (Support Vector
Machines - SVM) uyguladiklar1 ¢aligmada %80.3 basar1 orani
elde etmislerdir [5]. Huang ve Chen PSSM degerlerini, net yiik,
dogrulama parametreleri, yan zincir kiitlesi ve hidrofobik olmak



iizere dort fizikokimyasal 6zellikle birlestirerek olusturduklar
veri seti lizerine destek vektor makineleri uygulayarak %79.52
Q3 bagar1 orani elde etmislerdir [6].

Protein yap1 tahminin bagarist1 yalnizca siniflama
algoritmalarimin gelistirilmesi ile sinirlandiriimamaktadir. PIYP
icin gelistirilen ilk yontemler, her bir amino asidin sarmal ya da
yaprak olusturma egilimlerine dayaniyordu. Buna ek olarak
ikincil yapisal etiketlerinin olusum enerjisini tahmin eden
kurallar1 da kullanan ydntemler 3-halli ikincil yap1 tahmininde
%060 basar1 oranlari elde etmekteydi. Daha sonra ¢oklu hizalama
yontemlerinden faydalanilarak gelistirilen yeni Oznitelik
vektorleri sayesinde bu basar1 oran1 %80-82’lere ulagmustir [5],
[7]. Bu hizalamalara ek olarak yapisal profillerin protein
bilgilerini 6zetlemek icin Oznitelik olarak kullanildig
durumlarda bagari orami %84-85’¢ ulasmustir [8], [9]. Bu
¢aligmalar sonucunda bilgilendirici Ozniteliklerin
cikarilmasinin, basart oranimi artirdifi gdzlemlenmistir. Bu
Oznitelikleri ¢ikarmakta genellikle PSI-BLAST algoritmasi
kullanilsa da, HHBLITS algoritmas: kullanilarak c¢ikarilan
Ozniteliklerin de eklenmesi ile siniflama basarisinda artis
saglandig1 goriilmiistiir [5], [10]. PIYP icin 6znitelik ¢ikarma
isleminde drnek sayisi amino asit sayisina esittir ve bu say1 veri
tabanlarindaki biiylimeye paralel olarak artmaktadir. Ayrica bir
amino asit i¢in Oznitelik vektorii olusturulurken bir boyutlu
dizilime gore o amino asitten dnce ya da sonra gelen amino
asitlerin 6znitelik parametreleri de kayan pencere yaklasimi ile
birlestirilmektedir [5], [11]. Dolayisiyla farkli 6znitelik ¢ikarimi
yontemlerinin birlikte kullanilmasi, veri tabanlarindaki veri
miktarinin hizli artmasi ve Oznitelik vektorii olusturmak igin
kullanilan pencerenin genisligi gibi faktorler neticesinde model
egitmek ve tahmin basarisini sinamak i¢in olusturulan veri seti
yiikksek boyutlara sahip olabilmektedir. Bunun neticesinde
kullanilan siniflama algoritmasinin model egitme siiresi dnem
kazanmaktadir. Diger taraftan ilag tasarimi ve protein fonksiyon
tahmini gibi problemlerde etkin sonuglarin alabilmesi icin
yap1 tahmin basarisi belirli bir seviyenin lizerinde olmalidir.

Bu calismada protein ikincil yap1 tahmini i¢in iki asamali
hibrit bir simiflandirici (DSPRED) kullanilmustir [11]. DSPRED
yonteminin ikinci asamast i¢in asirt dgrenme makineleri
(Extreme Learning Machine - ELM), k-NN, rastgele agaclar
(Random Forest - RF), YSA ve SVM yontemleri kullanilmigtir.
Yontemler EV Aset standart veri kiimesi kullanilarak gerek olasi
biitiin  6znitelikleri iceren orijinal girdi uzayinda gerekse
Oznitelik secimi ile boyutu diisiiriilen uzayda egitilmistir. Her iki
deneyde de simiflandirma algoritmalart basari oranlari ve hiz
bakimindan karsilagtirilmistir. Literatiirde protein ikincil yapi
tahmini i¢in incelenen bu yontemleri karsilastiran baska bir
¢aligma bulunmamaktadir.

II.  YONTEMLER

A. Oznitelik Cikarma

Bu ¢alismada ilk olarak veri setindeki amino asitlerin etiket
bilgilerini ¢ikarmak i¢in ikincil yap1 birimleri (sarmal - H, beta
iplik - E ve dongii - L) proteinin PDB [12] veri tabanindaki {i¢
boyutlu yapisindan baglayarak DSSP  programi ile
¢ikarilmistir[ 13]. Daha sonra her bir amino asit igin 6znitelikler
PSI-BLAST [14] ve HHBLITS [15] olmak iizere iki farkli
hizalama yontemi ile DSPRED yonteminin dinamik Bayes
aglarim1 (DBN) kullanan ilk tahmin agamasi ile ¢ikarilmigtir

[11]. Bu islem sonucunda her bir protein i¢in 20 X N boyutunda
iki adet PSSM matrisi ile 3 X N boyutunda {i¢ adet ikincil yap1
tahmini profil matrisi olusturulmustur. N hedef proteinin amino
asit dizilimi uzunlugunu, “3” degeri sinif sayisini, 20 degeri ise
dogada bulunan amino asit ¢esidi sayisini temsil etmektedir. Son
olarak amino asitlerin ¢evresindeki amino asitlerle kimyasal
reaksiyonlara girmesinden kaynaklanan etkileri 6l¢ebilmek icin
11 birim uzunlugunda simetrik bir pencere kullanilmis ve her
bir amino asit i¢in toplamda 539 adet 6znitelik ¢ikarilmustir.

B. Oznitelik Secimi

Calismada kazanim orami (information gain ratio) metrigi
[16] siiziicii dznitelik secim ydntemi olarak kullamlmistir. PIYP
icin bu metrigi kullanan Oznitelik se¢me yoOntemlerin, diger
Oznitelik se¢gme yontemlerine gore daha yiiksek basari/hiz orani
elde ettigi Gormez tarafindan yapilan tez calismasinda tespit
edilmistir [11]. Bu nedenle bu metrigi tek basina kullanan
Oznitelik secim yoOntemi tercih edilmistir. Bu amag
dogrultusunda ilk olarak, her bir 6znitelik i¢in bir entropi degeri
hesaplanir. Daha sonra bu deger, ilgili 6znitelik i¢in hesaplanan
boliinme bilgisi degerine bdliinerek bir skor degeri hesaplanir.
Daha sonra belirlenen esik degerinin altinda skor elde eden, ya
da skor siralamasina gore belirli bir siranin altinda kalan
Oznitelikler elenerek yeni veri setleri olusturulur. Bu ¢aligmada
veri setinden kaynakli hiz farklarinin 6niine gegmek i¢in, her bir
veri setindeki en yiiksek skora sahip 200 Oznitelik secilerek
boyutu diigmiis veri setleri elde edilmistir.

C. Swmiflandirma

PIYP, tahmin edilecek sinif sayisina bagl olarak 8-halli ya
da 3-halli olmak iizere iki farkli sekilde yapilabilmektedir. 3-
halli olarak yapilan 6ngorii islemi, 8-halli olarak olusturulan veri
setinde benzer etiketlerin bir araya getirilerek 3’e indirgenmesi
sonucunda olusturulan veri seti kullanilarak yapilmaktadir. Bu
calismada, 3-halli olarak olusturulan veri seti {izerinde DSPRED
yonteminin ikinci agsamast i¢in ELM [17], k-nn [18], RF [19],
YSA [20] ve SVM [21] yontemleri kullanilmistir.

III. UYGULAMA

Calismada 584595 amino asit iceren EVAset standart veri
kiimesi [22] iizerinde protein ikincil yap1 tahmini yapilmistir. Bu
veri seti ¢capraz dogrulama (cross-validation) [23] kullanilarak
10 adet farkli egitim ve test veri setleri olusturulmustur.
Deneyler 2.6 Ghz 32 c¢ekirdekli islemcisi, 128 GB RAM’i
bulunan bir is istasyonunda yapilmistir. Deneyler sirasinda her
bir veri seti i¢in sadece tek ¢ekirdek kullanilmistir. ELM
deneyleri i¢in Matlab [24] platformu, SVM deneyleri i¢in
libSVM [25] programi, YSA, k-NN, RF ve kazanim orani
deneyleri i¢in ise Weka [26] programi kullanilmustir.

Calismada ilk olarak 6znitelik ¢ikarma iglemi boliim II A’da
anlatildigi gibi yapilmistir. Daha sonra ¢apraz dogrulama igin
olusturulan her bir egitim kiimesindeki proteinlerin %18’
egitim amacl %5°i de test (validasyon) amagli kullanilmak
izere rastgele ve oOrtiismeyecek sekilde segilmis ve 10 adet
optimizasyon amagli egitim kiimesi ile 10 adet optimizasyon
amagli validasyon kiimesi elde edilmistir. Optimizasyon igin
kullanilacak wveri kiimelerinin daha az sayida veri Ornegi
barindiracak sekilde olusturulmasimin sebebi optimizasyon
asamasinda ¢ok miktarda model egitme ve test etme isleminin
yapilmasidir. Bu sayede optimizasyon asamasinda tahmin



basarisindan fazla 6diin vermeden model egitme siireleri onemli
Olgiide kisaltilabilmektedir. Elde edilen bu veri setleri
kullanilarak SVM hari¢ tiim smiflama algoritmalart igin
optimizasyon islemi yapilmis, daha sonra kazanim orani metrigi
yardimu ile her bir veri seti i¢in en etkili 200 6znitelik bulunarak
elde edilen yeni veri setleri icin optimizasyon deneyleri tekrar
edilmistir. SVM yonteminin C ve gamma parametreleri daha
onceki bir calismada optimize edilmisti [5]. Bu deneyler
esnasinda ELM i¢in gizli katmandaki néron sayisi (ns) 25 ile 800
arasinda 25’er artacak sekilde, k-nn icin en yakin komsu degeri
(k) 1ile 51 arasinda 2’ser artacak sekilde, RF icin agag sayisi (a)
10 ile 350 arasinda 10’ar artacak sekilde YSA igin ise iterasyon
sayisi (i) 50 ile 200 arasinda 50’ser artacak ve gizli katman néron
sayist (ns) 25 ile 500 arasinda 25°er artacak sekilde 1zgara
aramasi (grid-search) yaklasimi ile optimize edilmistir. Tablo
1’de her bir yontem i¢in en iyi optimizasyon-test basar1 orani
elde eden parametre degerleri, caligma siireleri ve basari oranlar1
539 ve 200 Oznitelik iceren veri setleri igin ayr1 ayri
gosterilmistir. Caligma siiresi, ¢apraz dogrulama sonucunda elde
edilen 10 veri setinin toplam ¢aligma zamaninin saat cinsinden
degeri, basar1 orani ise 10 veri setinin ortalama basar1 orant
degerlerini gostermektedir. Parametre degerleri ise 10 veri
setinin her biri i¢in sirasi ile gosterilmistir.

TABLO L. EVASET VERI KUMESINDE YAPILACAK 10-KATLI GAPRAZ

DOGRULAMA DENEYININ HER EGIiTiM KUMESi UZERINDE Y APILMIS HiPER-
PARAMETRE OPTiMiZASYONU SONUGLARI

Oznitelik | Basar
sayist orant

Calisma
siiresi

En iyi parametre
degerleri

ns = {800, 750, 750,
625,775, 725,750,
750, 550, 750}
k= {45,31, 25, 33,37,
23,31, 45,51,25}
a= {160, 350, 300,
230, 190, 330, 250,
350, 300, 300}
i= {50, 50, 50, 50, 50,
50, 50, 50, 50, 100}
ns = {25, 25, 25, 25, 25,
25,25, 500,425,450}
ns = {750, 650, 700,
750, 800, 800, 750,
775, 800, 750}
k={43,25,21,23,27,
21,21,33,21,31}
a= {270, 350, 310,
240, 280, 230, 260,
320, 340, 130}
i= {50, 50, 50, 50, 50,
50, 50, 50, 100, 50}
ns = {25, 25, 25, 25, 25,
25, 25, 25,25,25}

Yontem

ELM 539 0.8163 0.7 sa.

k-nn 539 0.8049 461 sa.

RF 539 0.8209 | 28.2sa.

YSA 539 0.8049 | 5120 sa.

ELM 200 0.8255 | 0.49sa.

k-nn 200 0.8137 128 sa.

RF 200 0.8267 | 24.6sa.

YSA 200 0.8196 | 2234 sa.

Optimizasyon sonuglari incelediginde, 539 6znitelik i¢eren
veri setleri iginde en yiiksek basar1 oran1 RF algoritmasi ile elde
edilirken, en diislik basar1 oran1 YSA ve k-nn algoritmalar ile
elde edilmistir. Calisma siiresi bakimindan incelendiginde, ELM
yonteminin en hizli, YSA yonteminin ise en yavas calisan
yontemler olduklari gézlemlenmistir. 200 6znitelik iceren veri
setleri iginde ise en yiiksek basar1 oran1 RF algoritmasi ile elde
edilirken, en diisiik basari oranit k-nn algoritmas: ile elde
edilmigtir. Caligma siiresi bakimindan incelendiginde, ELM
yonteminin en hizli, YSA yonteminin ise en yavas calisan
yontemler olduklar1 gozlemlenmistir. Her iki boyuttaki veri

setlerini kullanan modeller i¢in de ELM basar1 orani bakimindan
ikinci en yiiksek basart orani elde etmesinin yani sira, diger
algoritmalardan en az 40 kat daha hizli optimizasyon islemini
bitirmistir. Bu islemlerden sonra, belirlenen en iyi parametreler
kullanilarak EVAset’in 539 6znitelige sahip orijinal egitim ve
test verileri ile 10-kath cagraz dogrulama deneyi yapilmistir. Bu
deneyde ELM, k-nn, RF, YSA ve SVM modelleri egitilmistir.
SVM modelinde daha 6nce Aydin ve digerleri tarafindan
optimize edilen gama parametresi 0.00781, C parametresi ise 1
olarak kullanilmustir [5]. Tablo 2’de her bir yontem icin 10-katlt
capraz dogrulama i¢in elde edilen ortalama basar1 orani, 10 adet
basar1 orani arasindaki standart sapma degeri, ortalama MCC
skoru, ortalama F skoru ve toplam ¢alisma zamani gosterilmistir.

TABLO IL 539 OZNITELIK iCEREN EVASET iCiN 10 KATLI CAPRAZ

DOGRULAMA iLE ELDE EDILEN DENEY SONUGLARI

Yontem | Basart | Standart |y cc Fskor | Stlisma
orant sapma suresi

ELM 0.8173 0.639 0716 | 08177 | 1.88sa.

k-nn 0.8152 | 0.530 0710 | 08155 | 291.9sa.

RF 0.8280 | 0.602 0.730 | 0.8284 | 12.09 sa.

YSA 0.8207 1.058 0718 | 0.8208 | 119.5 sa.

SVM | 08380 | 0.595 0.744 | 0.8383 | 777.6 sa.

539 oOznitelik igeren veri setleri i¢in siniflama sonuglar
incelediginde en iyi bagar1 orani veren algoritma SVM olurken,
optimizasyon isleminde de oldugu gibi ELM en hizli ¢alisan
algoritma olmustur. Burada calisma siiresi model egitme ve
tahmin hesaplama zamanini igermektedir.

Bu siniflama isleminden sonra bilgi kazanci ile belirlenen en
etkili 200 6znitelik kullanilarak yeni egitim ve test veri setleri
olusturulmus ve modeller tekrar egitilmistir. Bilgi kazanci ile en
etkili 6znitelikleri belirleyerek 10 veri setini yeniden olusturma
islemi toplamda 4.4 saat slirmiistiir. Yeni veri setleri ile egitimler
sirasinda ELM, k-nn, RF ve YSA modellerinde 200 6znitelik
icin optimize edilen parametre degerleri, SVM modelinde ise
Aydin ve digerleri tarafindan optimize edilen parametreler
kullanilmigtir [5]. Tablo 3’de 200 Ozniteligi olan EVAset
tizerinde yapilan 10-katli ¢apraz dogulama deneyinin ortalama
basar1 orani, 10 adet basari oraninin standart sapma degeri,
ortalama MCC skoru, ortalama F skoru ve toplam calisma
zamani gosterilmektedir.

TABLO III. 290 OZN]TEL]K ICEREN VER] SETLERI ]CIN 10 KAT CAPRAZ
DOGRULAMA ILE ELDE EDILEN DENEY SONUCLARI

Yontem Basan Standart mcc F skor Ca"ltsm.a
oranit sapma suresi

ELM | 08274 | 0646 | 0728 | 08277 | 0.882sa.

knn | 08210 | 0582 | 0719 | 08213 | 91.18sa.
RE 08318 | 0637 | 0735 | 08322 | 9.59sa.
YSA | 08308 | 0656 | 0734 | 08309 | 6.14sa.
SVM | 08345 | 0.643 0742 | 08348 27;50




Sonuglar incelendiginde 200 6znitelik igeren veri setlerini
kullanan modellerde de en yiiksek basari oran1 SVM ile
edilirken, en hizli ¢aligan yontem ELM olmustur.

IV. SONUCLAR

Bu ¢aligmada protein ikincil yap1 tahmini icin ELM, k-nn,
RF ve YSA olmak iizere 4 farkli siniflama algoritmasi optimize
edilmis ve daha Once optimize edilen SVM yontemi ile
karsilagtirilmistir. Yontemler hem orijinal boyuttaki veri setleri
hem de kazanim orani metrigi yardimu ile boyut diigiiriilerek elde
edilen veri setleri iizerinde egitilmistir. Sonug olarak en yiiksek
basart orani veren yontemin SVM oldugu, en hizli calisan
yontemin ise ELM oldugu tespit edilmistir. ELM y&nteminin
diger yontemlere gore ¢ok daha hizli ¢alistyor olmasi ve diger
yontemlere yakin basar1 oranlari aliyor olmasi nedeni ile PIYP
icin olusturulacak bir modelde dogruluk oraninin daha az 6nemli
oldugu uygulamalarda  smmiflama  algoritmast  olarak
kullanilmasinin uygun olacagi anlasilmaktadir. Bunun yani sira
200 Oznitelik igeren veri setleri kullanilarak olusturulan
modeller, 539 0&znitelik igeren veri setleri kullanilarak
olusturulan tiim modellere gére daha hizli model egitme imkan
saglamig ve SVM hari¢ diger tiim siniflama algoritmalarinda
539 oOznitelik iceren modellere gore daha yiiksek basari orant
elde etmisler. Bu nedenle PIYP icin 6znitelik segiminin
yapilmasmin da smiflama algoritmasinin etkinligini olumlu
yonde etkiledigi sdylenebilir. ilerleyen zamanlarda ayni
yontemler ¢oziicii erisilirlik ve torsion ag¢i tahmini i¢in de
yapilarak bu yontemlerin 3 boyutlu protein yap1 tahminine olan
etkilerinin analiz edilmesi planlanmaktadir.
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